Big DATA i Sztuczna inteligencja (Al) w Medycynie (Diabetologii)
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Alan Turing (1912-1954, UK) - ,,0jciec” sztucznej inteligencji i

informatyki,

matematyk, kryptograf, twdrca teorii, ze algorytmy moga by¢
uzywane przez maszyny do wytwarzania ,,myslenia”

It seems probable that once
the machine thinking method
had started, it would not take
long to outstrip our feeble
powers... They would be able
to converse with each other
to sharpen their wits.

At some stage therefore, we
should have to expect the
machines to take control.

- Alan Turing

in 1951
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* wg TIME(1999) i Brytyjczykdéw
(2019) najwybitniejsza osoba
XX wieku

“** wg ,Nature” - zmienit oblicze
Swiata, w trzech rodzajach
inteligencji: ludzkiej, sztucznej i
wojskowej.

Podczas drugiej wojny Swiatowej Alan Turing
odegrat wazng role w rozwoju technik
odszyfrowywania niemieckich kodéw wojskowych
Enigma, wraz z zespotem z Bletchley Park, uratowat
zycie milionom ludzi, skracajgc wojne w Europie od
2 do 4 lat.

Test Turinga - sposéb okreslania zdolnosci
maszyny do postugiwania sie jezykiem naturalnym i

On Computable Numbers (King’s College gﬁ?ﬁﬁrﬁwg%‘ﬁg@fg ?)f;%vgg;'yadporzez nia
zaproponowat abstrakcyjng maszyne, ktonagby aw stanle wykonywad

zaprogramowana matematyczna operacje, czyli algorytm.
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Co to jest sztuczna inteligencja? |
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Sztuczna inteligencja jest to ,,zdolnos¢ systemu do prawidtowego
interpretowania danych pochodzacych z zewnatrz, nauki na ich
podstawie oraz wykorzystywania tej wiedzy, aby wykonywac
okreslone zadania i osiggac cele poprzez elastyczne dostosowanie
. ) " i - v
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Termin sztuczna inteligencja (Al) odnosi sie do systemoéw
obliczeniowych, ktére wykonuja zadania normalnie rozwazane w
sferze ludzkiej decyzji.

Te systemy oparte na oprogramowaniu i inteligentnych elementach
zawieraja zaawansowane analizy danych i aplikacje Big Data.

Systemy Al wykorzystuja to repozytorium wiedzy do
podejmowania decyzji i dziatah zblizajgcych sie do funkgcji
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Metody IA

wykorzystywane w

Artificial
Neural
Network

medycynie

Machine Learning
Algorithms
Applied in
Healthcare

Random Forest

Convolutional
Neural Network

Suppo
Vecto
Machi

Uczenie maszynowe (ML):
samouczenie sie maszyn albo systemy
uczace sie: wykorzystujg metody i
algorytmy statystyczne do odkrywania
wzorcow i ,trenowania” systemow w
celu przewidywania decyzji bez
wyraznego programowania.

Deep learning (,,gtebokie” uczenie):
opiera sie na sztucznych sieciach
neuronowych (ANN) w celu przyblizenia
Sciezek neuronalnych w ludzkim mézgu,
systemy te sg szczegdlnie cenne przy
opracowywaniu wizji komputerowej,
rozpoznawania mowy, ttumaczenia
maszynowego, czy diagnozy medycznej.

Sieci bayesowskie: opierajg sie na
probabilistycznych modelach
graficznych, ktére wykorzystujg zmienne
losowe i warunkowg niezaleznos¢, aby
lepiej zrozumiel i wptywac na relacje
miedzy rzeczami, takie jak lek i skutki
uboczne

Algorytmy genetyczne: algorytmy
wyszukiwania wykorzystUJa podejscie
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Obszary zastosowan i rozwoju Al:
* Ogdlne Al - systemy uczg sie od otaczajgcego ich swiata i stosujg
dane w wielu domenach. (np. DeepMind, obecnie nalezgcy do
Google, wykorzystat sie¢ neuronowg, aby dowiedziec sie, jak grac w
gry wideo podobne do tego, jak ludzie w nie grajq)

 Przetwarzanie jezyka naturalnego (Natural Language
Processing, NLP): technologia pozwala maszynom czytad, rozumiec
i interpretowac ludzki jezyk - uzywa metod statystycznych i
programowania semantycznego do zrozumienia gramatyeki i
sktadni, a w niektorych przypadkach emocji pisarza lub oséb
wchodzgcych w interakcje z systemem takim jak bot.

* Percepcja maszyny : postep w dziedzinie czujnikéw - aparatéw
fotograficznych, mikrofonéw, akcelerometréw, GPS, radaru wptynat
pozytywnie na postrzeganie maszyn, ktére obejmuje rozpoznawanie
mowy | widzenie komputerowe wykorzystywane do rozpoznawania
twarzy i obiektdow.

 Robotyka: Urzgdzenia robotéw stosowane w fabrykach, szpitalach i
innych miejscach - oparte na wyrafinowanym mapowaniu i ztozonym
programowaniu - réwniez wykorzystujg percepcje maszyny do
nawigacji po zadaniach.



W 1997 r. komputer (algorytm) Deep Blue, opracowany przez IBM pokonat
panujgcego mistrza Swiata w szachach Garry'ego Kasparowa.

Artificial intelligence and human intelligence do battle!

Kasparov vs. Deep Blue | The Match That Changed History

CHESScom &2 &
Updated: Oct 12, 2018, 1:45 AM | 9814 | Amazing Games @® English v

Over 20 years ago, World Champion Garry Kasparov took on IBM and the super-computer Deep
Blue in the ultimate battle of man versus machine. This was a monumental moment in chess history
and was followed closely around the world. This match appealed to chess players, scientists,
computer experts, and the general public. At the time of the match, Kasparov was the reigning world

champion. Kasparov was put to the ultimate test carrving the weight of humanity on his shoulders



Sophia - robot wykorzystujacy sztuczna
inteligencje
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Sophia. Tak nazywa sie pierwszy w historii robot, ktéremu nadano obywatelstwo.
Sophie jest , dzieckiem” pochodzgcym z Hong-Kongu, a jej ,rodzicami” sg twércy z
firmy Hanston Robotics. Sophie ma takze nowg ojczyzne, a jest nig Arabia
Saudyjska. Ogtoszenie faktu nadania przez kréla tego kraju obywatelstwa dla
maszyny odbyto sie w trakcie Future Investment Initiative.



Watson - superkomputer stworzony przez IBM do odpowiadania na pytania
zadawane w jezyku naturalnym (2011).

Wykorzystuje potaczenie algorytmow do przetwarzania jezyka naturalnego, wyszukiwania
informacji, reprezentacji wiedzy, wnioskowania automatycznego i uczenia maszynowego.
Posiada 2880 rdzeni, 15 TB pamieci operacyjnej

W lutym 2013 roku IBM ogtosit ze pierwszym komercyjnym zastosowaniem komputera Watson bedzie
wspomaganie wyboru terapii raka ptuc w Memorial Sloan Kettering Cancer Cente, USA.



How Watson Works

The ways IBM's system is used in medicine
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. The doctor scans all available In order to assure 3 The sequencing of a
. ,':,. information, including doctor's structured case history,  turnor's DNA can help
\T““ - notes, test outcomes and the the patient fills out an analyze cancer,

Ee— results of imaging procedures additional questionnaire.

% e {X-rays, CAT scans and MRIs).
|

Jakkolwiek pierwsze wyniki, przedstawione przez komputer pokazaty, ze IBM Watson
bardzo dobrze radzi sobie z tworzeniem scenariuszy leczenia.

Jednak eksperci medyczni, ktérzy wspdtpracujg z IBM znalezli ,wiele przyktadéw
niebezpiecznych i niewtasciwych zalecen terapeutycznych”.



Today, Al technologies such as IBM Watson are being used at
Memorial Sloan Kettering Cancer Center to support diagnosis and
create management plans for oncology patients. Watson is
accomplishing these plans by effectively synthesizing millions of
medical reports, patient records, clinical trials and medical journals.
Watson'’s results are routinely “out-diagnosing” medical residents in
certain situations.

IBM has also partnered with CVS Health for chronic disease
treatment using Al technology. Johnson & Johnson and IBM are using
Al to analyze scientific papers to find new connections for
drug development.

Other examples of Al currently being used in medicine include
patient care in radiology. Al can search and quickly interpret
billions of data points - both text and image data - within the
patient’s electronic medical record. It can do this using other
patient similar cases and across the most up-to-date medical
research.

In genomics, Al can extract unstructured data from peer-reviewed
literature to continually grow its knowledge base. It provides
variant information and clinical content that is up to date -



Sztuczna inteligencja musi sie
Robotic Surgery: The Role of Al and CollaboPti\f&¥obots

Sztuczna inteligencja jest stosowana w robotyce chirurgicznej.

Producenci widzg potrzebe wykorzystywania danych do gtebokiego uczenia sie do
automatyzacji, a nie zachowania zaprogramowanego przez inzyniera, ktéry nie zna
wszystkich scenariuszy.

Te dane gtebokiego uczenia maszynowego sa gromadzone na podstawie

Dzieki tym danym i ztozonym algorytmom sztuczna inteligencja moze okreslac
wzorce w ramach procedur chirurgicznych, aby poprawi¢ najlepsze praktyki i
poprawi¢ doktadnosc kontroli robotow chirurgicznych do doktadnosci
submilimetrowe;.
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tasks are challenging. To assist surgeons, the medical field is using
the advancements of Al and collaborative robots in the OR.

Surgical Robots Bring Skills to the OR

Surgical robots are able to control the trajectory, depth, and speed of
their movements with great precision. They are especially well-suited
for procedures that require the same, repetitive movements as they
are able to work without fatigue. Robots can also remain completely
still for as long as needed and can go where traditional tools cannot.

Sztuczna inteligencja jest rowniez wykorzystywana do widzenia maszynowego
w celu analizowania skanéw i wykrywania przypadkdéw nowotworowych.
Laparoskopowa analiza wideo operacji, takich jak zabiegi gastrektomii
rekawowej, pomaga zidentyfikowac brakujgce lub nieoczekiwane kroki w czasie
rzeczywistym
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Dane dotyczgce opieki zdrowotnej sg generowane w coraz wiekszych
ilosciach, a ta informacja moze potencjalnie zmieni¢ Swiadczenie opieki
diabetologicznej.

Big Data zaczynajg mieC wptyw na opieke nad cukrzycg poprzez analize
zebranych danych

. Wykorzystanie Big Data do rutynowej opieki klinicznej jest nadal
przysztym zastosowaniem.

Ogromne ilosci danych dotyczgcych opieki zdrowotnej sg juz
produkowane, a kluczem jest ich dostepnosc i wtasciwe wykorzystanie
dla dobra pacjenta.
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Development and Validation of a Deep Learning System

for Diabetic Retinopathy and Related Eye Diseases Using
Retinal Images From Multiethnic Populations With Diabetes
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IMPORTANCE A deep learning system (DLS) is a machine learning technology with potential Supplemental content
for screening diabetic retinopathy and related eye diseases.
OBJECTIVE To evaluate the performance of a DLS in detecting referable diabetic retinopathy,
vision-threatening diabetic retinopathy, possible glaucoma, and age-related macular
degeneration (AMD) in community and clinic-based multiethnic populations with diabetes.

DESIGN, SETTING, AND PARTICIPANTS Diagnostic performance of a DLS for diabetic retinopathy
and related eye diseases was evaluated using 494 661 retinal images. A DLS was trained for
detecting diabetic retinopathy (using 76 370 images), possible glaucoma (125 189 images), and
AMD (72 610 images), and performance of DLS was evaluated for detecting diabetic retinopathy
(using 112 648 images), possible glaucoma (71896 images), and AMD (35 948 images). Training
of the DLS was completed in May 2016, and validation of the DLS was completed in May 2017 for
detection of referable diabetic retinopathy (moderate nonproliferative diabetic retinopathy or
worse) and vision-threatening diabetic retinopathy (severe nonproliferative diabetic retinopathy
or worse) using a primary validation data set in the Singapore National Diabetic Retinopathy
Screening Program and 10 multiethnic cohorts with diabetes.



The retinal images were shared with EyeNuk Inc. (Los Angeles, CA, USA) for the automated
analysis with the EyeArtTM software (EyeNuk Inc., Los Angeles, CA). EyeArtTM is a
computerised, cloud-based software that can automatically analyse retinal images
and provide DR severity and screening recommendation by automatically detecting




EXPOSURES Use of a deep learning system.

MAIN OUTCOMES AND MEASURES Area under the receiver operating characteristic curve
(AUC) and sensitivity and specificity of the DLS with professional graders (retinal specialists,
general ophthalmologists, trained graders, or optometrists) as the reference standard.

RESULTS In the primary vali
age, 60.2 [2.2] years; 54.6°
3.0%; vision-threatening di
2.5%. The AUC of the DLS fq
0.925-0.943), sensitivity wi
(95% Cl, 91.0%-92.2%). Fo
0.956-0.961), sensitivity wi
Cl, 90.7%-91.4%). For possi
was 96.4% (95% Cl, 81.7%-
AMD, AUC was 0.931(95%
and specificity was 88.7% (!
10 additional datasets, AUC
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Figure 2. Receiver Operating Characteristic Curve and Area Under the Curve of the Deep Learning System for Detection of Referable Diabetic
Retinopathy in SIDRP 2014-2015 (Primary Validation Set) by Age. Sex. and HbA,. Level
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CONCLUSIONS AND RELEVANCE In this evaluation of retinal images from multiethnic cohorts of

patients with diabetes, the DLS had high sensitivity and specificity for identifying diabetic

retinopathy and related eye diseases. Further research is necessary to evaluate the applicability

of the DLS in health care settings and the utility of the DLS to improve vision outcomes.

JAMA. 2017:318(22):2211-2223. doi:10.1001/jama. 201718152
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Sztuczna inteligencja w diagnostyce automatycznej
& retino a|| cukrzycowej St
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ARTICLE

Automated diabetic retinopathy detection in smartphone-based
fundus photography using artificial intelligence

Ramachandran Rajalakshmi' - Radhakrishnan Subashini' * Rz

Received: 12 January 2018 / Revised: 8 February 2018 / Accepted: 18 February
© The Author(s) 2018. This article is published with open access

Abstract

Objectives To assess the role of artificial intelligence (Al)-based
(DR) and sight-threatening DR (STDR) by fundus photography
against ophthalmologist’s grading.

Methods Three hundred and one patients with type 2 diabetes 1
phone’ (FOP), a smartphone-based device, at a tertiary care diabe
ophthalmologists using International Clinical DR (ICDR) classific
non-proliferative DR, proliferative DR or diabetic macular oeder
validated Al DR screening software (EyeArt™) designed to iden
worse and/or DME) or STDR. The sensitivity and specificity of a
ophthalmologists™ grading.

Results Retinal images of 296 patients were graded. DR was detec
software in 203 (68.6%) patients while STDR was detected in 11
software showed 95.8% (95% CI 92.9-98.7) sensitivity and 80.29
99.1% (95% CI1 95.1-99.9) sensiuvity and 80.4% (95% CI 73.9-8
of k=0.78 (p<0.001) and k=0.75 (p <0.001), respectively.
Conclusions Automated Al analysis of FOP smartphone retinal imaging has very high sensitivity for detecting DR and
STDR and thus can be an initial tool for mass retinal screening in people with diabetes.




REMIDIO FUNDUS-ON-PHONE
NON-MYDRIATIC

30% lighter,
fully handheld

The world’s only smartphone
based non-mydriatic fundus
camera with inbuilt artifical

intelligence [(Al).

eye with Ney,




N Engl J Med 2013 July 11; 369(2): 145-154. doi:10.1056/NEJMoal212914.

Cardiovascular Effects of Intensive Lifestyle Intervention in Type

RS Look AHEAD failed to achieve its primary

The Look AHEAD Research Group objective of cardiovascular risk reduction

e through a lifestyle programme aimed at
weight reduction

BACKGROUND—Weight loss is recommended for overweight and obese individuals with type
2 diabetes based on short-term studies, but long-term effects on cardiovascular disease remain
unknown. We examined whether intensive lifestyle intervention for weight loss decreased
cardiovascular morbidity and mortality in overweight or obese adults with type 2 diabetes.

METHODS—We randomly assigned 5,145 overweight or obese individuals with type 2 diabetes
recruited at 16 US centers to intensive lifestyle intervention (the intervention group), which
promoted weight loss through decreased calorie intake and increased physical activity, or diabetes
support and education (the control group). The primary outcome was the first post-randomization
occurrence of a composite cardiovascular outcome (cardiovascular death, non-fatal myocardial
infarction, non-fatal stroke, or hospitalized angina) over a planned maximum follow-up of 13.5
years.

RESULTS—The trial was stopped early based on a futility analysis when median follow-up was
9.6 years. Weight loss was greater in the intervention group than the control group throughout
(8.6% vs. 0.7% at 1 year; 6.0% vs. 3.5% at study end). Intensive lifestyle intervention also
produced greater reductions in hemoglobin Alc and greater initial improvements in fitness and all
cardiovascular risk factors, except LDL cholesterol. The primary outcome occurred in 403 patients
in the intervention group and in 418 in the control group (1.83/100 person-years and 1.92/100
person-years, respectively; hazard ratio 0.95; 95% CI 0.83 to 1.09, p=0.505).

CONCLUSION=—In our study, intensive lifestyle intervention focused on weight loss did not
reduce cardiovascular events in overweight or obese adults with type 2 diabetes. (Funded by the
Department of Health and Human Services and others; ClinicalTrials. gov number,
NCTO00017953.)



Lancet Diabetes Endocrinel 2017 October ; 5(10): 808-815. doi:10.1016/S2213-8587(17)30176-6.

Targeting weight loss interventions to reduce cardiovascular
complications of type 2 diabetes] a machine learning-based
post-hoc analysis of heterogeneous treatment effects in the
Look AHEAD trial

Aaron Baum, PhD’, Joseph Scarpa, PhD’, Emilie Bruzelius, MPH, Ronald Tamler, MD,
Sanjay Basu, MD, and James Faghmous, PhD

Department of Health System Design and Global Health, Arnhold Institute for Global Health (A
Baum PhD, J Scarpa PhD, E Bruzelius MPH, J Faghmous PhD), Division of Endocrinology,
Diabetes and Bnne Disease (R Tamler MD} Icahn School of Medicine at Mount Sinai, New York,
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Powtorna anallza danych Look AHEAD przy wykorzystaniu algorytméw
sztucznej inteligencji wykazata ze wynik interwencji bytby pozytywny
dla 85% uczestnikow.

Badanie zidentyfikowato 15% podgrupe osob dla ktorych
interwencja zwiekszata ryzyko zdarzen CVD (interakcji p = 0,006) ,
dzieki czemu ogdélny wynik badania AHEAD jest neutralny.

Badanie sugeruje ze zalecenia dotyczgce modyfikacji stylu zycia, w tym
zwiekszenia aktywnosci fizycznej muszg byc¢ indywidualizowane.

Uczestnicy narazeni na niekorzystny efekt interwencji mieli dobrze
leczona cukrzyce (HbAlc ponizej 6,8%) i wyjsciowe negatywne
postrzeganie ich stanu zdrowia: ogdlny wynik zdrowia wg ankiety
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36-Item Short Form Survey Instrument (SF-36)
RAND 36-Item Health Survey 1.0 Questionnaire Items

Choose one option for each questionnaire item.

1. In general, would you say your health is: Ocena poczucia zdrowia fizycznego i psychicznego ,
w tym zdolnosci do wykonywania okreslonych wysitkéw

1- Excellent fizycznych, aktywnosci zawodowej i spotecznej
2- Very good

- Good
’ _ https://www.rand.org/health/surveys_tools/mos/36-item-
4- Falr short-form/scoring.html
5-Poor

2. Compared to one year ago, how would you rate your health in general now?
1- Much better now than one year ago
2- Somewhat better now than one year ago
3- About the same
4 - Somewhat worse now than one year ago

5 - Much worse now than one year ago
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Artificial intelligence predicts the

progression of diabetic kidney

disease using big data machine
powpsgas e A learning

Publishec line: 14 August 2019
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Zbudowano nowy model predykcyjny cukrzycowych choréb nerek (DKD)
wykorzystujgcy Al, przetwarzajgcy jezyk naturalny i dane obserwacyjne z uczeniem
maszynowym big data, na podstawie elektronicznej dokumentacji medycznej (EMR) z
64 059 pacjentow z cukrzyca.

Model Al wyodrebnit istotne cechy z poprzednich 6 miesiecy jako okres odniesienia i
wybrat 24 czynniki, aby znalez¢ wzorce szeregéw czasowych odnoszgce sie do 6-
miesiecznego zaostrzenia DKD. Al skonstruowato model predykcyjny z 3073 cechami
wykorzystujgc dane obserwacyjne z wykorzystaniem analizy regresji logistycznej.
Wg tego modelu Al moze przewidzie¢ pogorszenie DKD z 71% doktadnoscia.
Ponadto grupa z zaostrzeniem DKD miata znacznie wiekszg czestos¢ hemodializy niz
grupa bez pogorszenia, w ciggu 10 lat (N = 2900). Nowy model predykcyjny Al
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Utility of Big Data in Predicting Short-Term Blood
Glucose Levels in Type 1 Diabetes Mellitus Through
Machine Learning Techniques

1,* 3
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Opracowane modele moga przewidywac poziomy glukozy w ciggu 15
minut, ze srednim btedem wynoszgcym zaledwie 15,43 mg / dL przy uzyciu
jedynie 24 wartosci historycznych zebranych w ramach 6 godzin, a poprzez
zwiekszenie czestotliwosci prébkowania o 72 wartosci, srednia btad
zredukowano do 10,15 mg / dl.

Modele prognostyczne wymagaja mlnlmalnych wymagan
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Badanie genomu w cukrzycy
typu 2...?

DAMN




Genetic Risk Scores for Diabetes Diagnosis
and Precision MediCine Endocrine Reviews, December 2019, 40(6):1500-1520

Miriam S. Udler,"*** Mark |. McCarthy,**’ Jose C. Florez,'** and Anubha Mahajan®

Comparison of Three Published Global, Extended Polygenic Scores for T2D

Study
Khera et al, 2018 (13) Mahajan et al., 2018 (9) 23andMe (43)

Discovery GWAS Murnber of cases

Reference Scorr et al, 2017 (44) Mahajan et al, 2018 (9)° Mulchaup et al, 2019 (43)
Opuimization data set Methods LDpred Pruning and thresholding Predetermined cutoffs
Mumber of cases 2785 5639 48,028
MNumber of contrals 120,280 112,307 893,692
P value threshold — 0.1 1% 107°
LD prunin Nie zawsze wiecej danych 5045 Window
Toihe b znaczy lepiej...!"!! _
Polymorphisms in risk score 6917436 171,249 1244
Reference UK Biobank UK Biobank 23andMe”
Testing dara set Murmber of cases 5853 13,480 9008
MNumber of controls 288978 311,290 167,422
Reference UK Biobank UK Biobank 23andMe

AUROC in testing dara set Mot adjusted for age and sex” 064" 066 065

2 L L e e T e T3 mn 73



Polygenic scores were generated using a T2D GWAS
meta-analysis of 455,313 European individuals and used to
predict incident T2D in 13,480 cases and 311,390 controls

from the UK
Biobank.
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Polygenic score grouping

Prevalence of T2D according to 40 groups binned according to the polygenic scores, with
each grouping representing 2.5% of the population.

Udler et al Genertic Risk Scores for Diabetes Endocrine Reviews, December 2019, 40(6):1500-1520
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with outcomes: a data-driven cluster analysis of six variables

Emma Ahlquist, Petter Storm, Annemari Kdrdjamaki*, Mats Martinell*, Mozhgan Dorkhan, Annelie Carlsson, Petter Vikman, Rashmi B Prasad
Dina Mansour Aly, Peter Almgren, YlvaWessman, Nael Shaat, Peter Spégel, Hindrik Mulder, Eero Lindholm, Olle Melander, Ola Hansson,
UIf Malmguist, Ake Lernmark, Kaj Lahti Tom Forsén, Tiinamaija Tuomi Anders H Rosengren|Leif Groop

Cukrzyca typu 2 jako jednostka o heterogennym
przebiegu, etiologii - potrzeba poszukiwania klasyfikacji
utatwiajacej zindywidualizowane leczenie oraz
identyfikacje pacjentow szczegdlnie narazonych na
powiktania

[BIUTA I TE UECATUOXVIASE dATITTIFOUTES, A JU ULAETTOSDS, DIVEL, TTOA,, J00 ITOTITOESTA T ITTOOET ASSESSIITETIT L ©SHITIdTES
of B-cell function and insulin resistance), and were related to prospective data from patient records on development
of complications and prescription of medication. Replication was done in three independent cohorts: the Scania
Diabetes Registry (n=1466), All New Diabetics in Uppsala (n=844), and Diabetes Registry Vaasa (n=3485). Cox
regression and logistic regression were used to compare time to medication, time to reaching the treatment goal, and
risk of diabetic complications and genetic associations.

Findings We identified five replicable clusters of patients with diabetes, which had significantly different patient
characteristics and risk of diabetic complications. In particular, individuals in cluster 3 (most resistant to insulin) had
significantly higher risk of diabetic kidney disease than individuals in clusters 4 and 5, but had been prescribed
similar diabetes treatment. Cluster 2 (insulin deficient) had the highest risk of retinopathy. In support of the
clustering, genetic associations in the clusters differed from those seen in traditional type 2 diabetes.

Lancet Diabetes Endocrinol 2018, March 1
Interpretation We stratified patients into five subgroups with differing disease progression and risk of diabetic

Lancet Diabetes Endocrinol .
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Number at risk
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SIRD
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Badania populacyjne i rejestry w
diabetologii

Re_.._, i,
niewydolnosci nerek w
przewlektej chorobie
cukrzycowej nerek

Rozwoj retinopatii
proliferacyjnej i
umiarkowanego stopnia
nieproliferacyjnej

Cluster 3
0.20 Cluster 4 JTIJF;‘
s Cluster 5
$ o015 3
.; -g
b= R
'?_: 0-10- E
S | 3
0-05— 1 'I
I '__IJ
O —i——— | | | | l l
(0] 5 10 15 20 15 20
Diabetes duration (vears) _ ) Diabetes duration (years)
Number at risk
Cluster 1 158 123 70 22 158 123 J0 22
Cluster 2 298 248 ‘153 40 293 248 153 40
SAID severe autoimmune diabetes cukrzyca autoimmunologiczna ciezka
SIDD  severe insulin-deficient diabetes cukrzyca insulinopeniczna ciezka
SIRD severe insulin-resistant diabetes cukrzyca z insulinopornoscia ciezka
MOD mild obesity-related diabetes cukrzyca zwigzana z otyloScia umiarkowana

MARD mild age-related diabetes cukrzyca zwigzana z wiekiem umiarkowana



Badania populacyjne i rejestry w
diabetologii

Wyniki analiz grupowania hierarchicznego sugerujg, ze zaproponowany nowy system

klasyfikacji u dorostych pacjentéw jest lepszy od klasycznej klasyfikacji cukrzycy,

poniewaz:

1. ldentyfikuje pacjentow z wysokim ryzykiem rozwoju powiktan juz na etapie
rozpoznania choroby

2. Dostarcza informacji o mechanizmach poszczegolnych podtypow choroby,
ukierunkowujac wybor wtasciwej terapii dla konkretnego pacjenta

3. Kryteria uzywane przy podziale na podtypy sa powszechnie dostepne i
stosowane w diagnostyce i monitorowaniu terapii (kalkulator internetowy w
opracowaniu)

4. Wskazane sg dtugookresowe badania w innych populacjach, dotgczenie spec.
biomarkerow

SAID - odpowiada cukrzycy typu 1 i LADA

SIDD oraz SIRD - to nowe proponowane podtypy cukrzycy o ,ciezkim” przebiegu
wymagajgce zintensyfikowanego leczenia

Pacjenci z SIRD — majg istotnie wieksze ryzyko cukrzycowej choroby nerek mimo
umiarkowanie wysokich wartosci HbA1C — koncentrowanie terapii na obnizaniu glikemii
nie przynosi optymalnych efektow

Pacjenci SIDD — majg niedobor insuliny i wysokie hiperglikemie oraz najwyzsze ryzyko
retinopatii



ARTICLES

nature., .
medicine

https://doi.org/10.1038/541591-019-0414-6

A longitudinal big data approach for precision
health

Sophia Miryam Schiissler-Fiorenza Rose ®'#3% Kévin Contrepois©", Kegan J. Moneghetti**®,
Wenyu Zhou', Tejaswini Mishra®?, Samson Mataraso©78, Orit Dagan-Rosenfeld’,
Ariel B. Ganz', Jessilyn Dunn'®, Daniel Hornburg', Shannon Rego', Dalia Perelman’,
Sara Ahadi', M. Reza Sailani’, Yanjiao Zhou", Shana R. Leopold', Jieming Chen®,

Melanie Ashland’, Jeffrey W. Christle*®, Monika Avina', Patricia Limcaoco’, Camilo Ruiz®,
Marilyn Tan', Atul J. Butte®", George M. Weinstock®'°, George M. Slavich®', Erica Sodergren',
Tracey L. McLaughlin'®, Francois Haddad©45* and Michael P. Snyder©4*

Precision health relies on the ability to assess disease risk at an individual level, detect early preclinical conditions and initiate
preventive strategies. Recent technological advances in omics and wearable monitoring enable deep molecular and physiologi-
cal profiling and may provide important tools for precision health. We explored the ability of deep longitudinal profiling to make
health-related discoveries, identify clinically relevant molecular pathways and affect behavior in a prospective longitudinal
cohort (n=109) enriched for risk of type 2 diabetes mellitus. The cohort underwent integrative personalized omics profil-
ing from samples collected quarterly for up to 8 years (median, 2.8 years) using clinical measures and emerging technologies
including genome, immunome, transcriptome, proteome, metabolome, microbiome and wearable monitoring. We discovered

more than 67 clinically actionable health discoveries and identified multiple molecular pathways associated with metabolic,
cardiovascular and oncologic pathophysiology. We developed prediction models for insulin resistance by using omics measure-

ments, illustrating their potential to replace burdensome tests. Finally, study participation led the majority of participants to
implement diet and exercise changes. Altogether, we conclude that deep longitudinal profiling can lead to actionable health

discoveries and provide relevant information for precision health.

NATURE MEDICINE | VOL 25 | MAY 2019 | 792-804 | www.nature.com/naturemedicine




Phenotyping

Personal history

_ Family history Clinical
~ Genome @  Behavior
Tra nscriptc-rﬁe'_'_, . - .Irnaging
“Proteome  Physiological
_ _ n=109
. Immunome i Exposome
" Metabolome  Microbiome

Health

Gardmvasc ular
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status or risk Modifiable trajectory

Metabolic
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Additional screening
Genetic counseling

Fsy-: hological

Infectious
and other systems

Diet and lifestyle modification
Personalized medical therapy

Repeated measures (median 2.8 years)

Specific assays

Demographic and health history (quarterly)
Anthropometric (quarterly)

iPOP participation survey (yeary)

Food survey (quartery)

Perceived Siress Scale (PS5-10) (guarterly)
Stress and Adversity Inventory (STRAIN) (once)

[ Clinical/Survey |

Genome (n = 88, once)

Transcriptome (PBMCs) (quarterly)

Proteome (plasma, SWATH-MS) (guarterly)
Immunome (serum, immunoassay) (quarterly)
Metabolome (plasma, LC-MS) (quarterly)
Microbiome (stool, 16s) (guartery)

Omics

International Physical Activity Questionnaire (IPAQ) (quarterty)

Standard test

Enhanced test

Emerging test

System-based

| Sensor | |

Fasting glucose, HbA1C, insulin {quarterly)
OGTT (n= 94, yearly)

SSPG (n= 69, once)

p-cell functional assessment (n = 89, yearly)
Lipids (basic panel) (guarterly)

Metabolic panel (quartery)

CBC with differential (guarterly)

hsCRHP, IgM (quarterly)

CVD markers (n= 43, once)

Echocardiography, vascular ultrasound (n = 43, once)
Cardiopulmonary maximal exercise (n = 36, once)

Wearable physiclogy and activity monitor (n=71)
Continuous glucose monitors (n = 30)




Diabetes Care Volume 42, lune 2015

_ L)

. . 3 Matthew C. Riddle,® Lawrence Blonde,”
Diabetes Care Editors’ Expert Hertae . Gerten Edward . Gregs
Forum 2018: Managing| Big Data| . v e fuenn:

for Dj_abetes ResearCh and Care and William T. Cefalu®

Diabetes Care 2019;42:1136-1146 | https://doi.org/10.2337/dci19-0020

Wazne sg dane nie tylko z
RTCs ale z rejestrow |
obserwacji klinicznych

Technological progress in the past half century has greatly increased our ability to
collect, store, and transmit vast quantities of information, giving rise to the term “big
data.” This term refers to very large data sets that can be analyzed to identify

Eksperci uwazajg, ze mozna osiagnac wieksza integracje systemow
zarzadzania danymi w celu utatwienia opieki nad cukrzyca, nadzoru i
badan, biorac pod uwage potencjat jednoczesnej poprawy wynikéw
medycznych i zmniejszenia ogdinych kosztéw.

Podsumowujac, zintegrowane i ulepszone zarzadzanie duzymi zbiorami
danych moze potencjalnie otworzy¢ nowy lepszy swiat opieki i badan nad
cukrzyca.

end. To consider these issues, and the challenges and opportunities they present, the  ‘Centers for Disease Control and FPrevention,
Atlanta, GA

editors of Diobetes Care convened a group of experts in management of diabetes- SDiobetes Trial Unit, Rodeliffe Department of
related data on 21 June 2018, in conjunction with the American Diabetes Asso-  yo.icine University of Oxford, Oxford, UK.
ciation's 78th Scientific Sessions in Orlando, FL. This article summarizes the discussion] “The George Washingtan University Biostatistics
and conclusions of that forum, offering a vision of benefits that might be realized C.:_‘”""— ?”‘L""’:’-h"‘;‘:’ -

"Cente sl arch, .
from prospectively designed and unified data-management systems to support the N;:h:!:; F:;HM d':‘é;" T——

collective needs of clinical, surveillance, and research activities related to diabetes.] “nroham and Women's Hospital and Harvard
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Sztuczna inteligencja w ochronie zdrowia moze odgrywac wiodgcg role w
lepszym zrozumienie czynnikéw ryzyka i choréb.

Moze pomdc w diagnozowaniu i zapewni¢ wczesniejsze prognozowanie
rozwoju choroby

Sztuczna inteligencja ,zasila” rowniez inteligentne urzgdzenia, roboty
chirurgiczne i systemy loT(Internet of Things (loT) systems), ktére
obstugujg telemonitoring pacjentdéw lub kontrolujg funkcje zyciowe
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Rejestr cukrzycy i badania ,,omiczne” i ,gtebokie” fenotypowanie
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Dashboard

Genomika Polska UMB): badania genomu Aplikacja na tel. komérkowy/tablet



The Joumnal of Mutrition r"\
Genomics, Proteomics, and Metabolomics
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Metabolomics Reveal Altered Postprandial
Lipid Metabolism After a High-Carbohydrate
Meal in Men at High Genetic Risk of Diabetes

Edyta Adamska-Patruno,' Paulina Samczuk,! Michal Ciborowski,! Joanna Godzien,'”
Karolina Pietrowska,! Witold Bauer,! Maria Gorska,* Coral Barbas,” and Adam Krerowski'*?

'Clinical Research Centre, Medical University of Bialysiok, Bialysiok, Poland and * Deparmment of Endocrinology, Diabetology and Internal
Medicine, Medical University of Bialystok, Bialystok, Poland; and "Center for Metabolomics and Bioanalysis (CEMBIO), Universidad CEU
San Pablo, Madrid, Spain
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Przysztosc¢ sztucznej inteligencji w gabinecie
lekarskim?

Wyobraz sobie, ze za 10-15 lat:
Poczujesz sie bardzo zle, bedziesz w bardzo ztej formie...

A kiedy przybedziesz do lekarza, staniesz przed wyborem: sg dwie
kolejki:

bardzo dtuga i powoli sie przemieszczajgca (1) oraz kréotka i szybko
"zatatwiana”... (2):

1/ moze cie leczyc starszy lekarz, ktory mowi tagodnie, jest

doswiadczonym ekspertem w swojej dziedzinie i wydaje sie, ze ma

wieloletnie doSwiadczenie.

»Pracuje jako lekarz od 35 lat” - méwi. ,Dowiemy sie, co jest z tobg nie
tak”.

2/ moze pojdziesz do lekarza rezydenta, ktéry ma prawo wykonywania
zawodu od trzech miesiecy ale trzyma pod pachg komputer typu
tablet.

Zanawnias mi AdAoncten Ao GO0 1 AnéwiadecoaA Fyvciacys lalkar-vi” - mAWIT



Komu zaufasz?



Czy powinnismy sie bac sztucznej
inteligenc;ji?

Why | Stopped Worrying And Love The Intelligent Machine
Greg Freiherr | Aug 07, 2019

Dzieki zdolnosSci uczenia sie maszyny moga robic to, czego nie
potrafia ludzie - potrafia zrozumiec ilosci danych tak ogromne,
tak ztozone, ze ludzie nie maja szans na ich zrozumienie. Z
uczenia maszynowego mogg pochodzi¢ sposoby osiggania wydajnosci
i rozwigzan, ktorych ludzie nie mogliby pojac.

Ale - co wazne - cele uczenia maszynowego musza byc¢ okreslane
przez ludzi.

Ludzie - bez wzgledu na to, czy sq lekarzami, czy pacjentami - muszg
trzymac za wodze. W takich warunkach inteligentne maszyny z
wtasnej woli nie stanowityby egzystencjalnego zagrozenia dla
ludzkosci.

Nie ma znaczenia, jak wiele danych przetwarzajg inteligentne maszyny
| jak szybko to robig. Zostana skierowane przez LUDZI do
zastosowania swojej niewiarygodnej mocy obliczeniowej do robienia
tego, czego ludzie nie moga.
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Big Data: the future As more people with diabetes become connected
via the use of apps and automated glucose sensors that measure
interstitial glucose continuously, the amount of data on glycaemic
control will expand massively. The clinician will not only be able to
assess long-term control via HbAlc, but also glucose levels minute-to-
minute. The data will be available easily and in a readily absorbed
format. Pills with chips inside will be able to signal when the person
has taken their medication [45]. Improved categorization of those at
risk of Type 2 diabetes would lead to better and more targeted
preventative measures [46]. Artificial intelligence will power apps that
provide individualized guidance for people with diabetes, e.q.
adjustments of their treatment regimen and dietary recommendations.
Monitoring of blood glucose alone doesnot improve and can have
negative effects [23]. The data gathered from apps will improve the
algorithms used for predictions and dose calculations. Bluetooth-
enabled injection devices could automatically dispense the correct
amount of insulin. Insulin pumps and automated insulin delivery
systems can be controlled by software with or without the intervention
of healthcare professionals. Connected glucose monitors could alert
healthcare professionals if the person becomes hypoglycaemic.
Artificial intelligence could identify the cause of poor glycaemic control
for individuals. Wearable devices that monitor food consumption, e.q.
by serial photographs of food, will be able to advise the person on
what adjustments to make to their medications, and what effect that



Sztuczna inteligencja (Al) to informatyka, ktéra wykorzystuje algorytmy, dopasowanie
wzorcéw, reguty, gtebokie uczenie sie i przetwarzanie poznawcze do przyblizania wnioskéw
bez bezposredniego wktadu cztowieka. Stosujgc sztuczng inteligencje, badacze mogg
podejmowac ztozone problemy, ktére bytyby trudne - lub prawie niemozliwe - dla ludzi do
rozwigzania. Poniewaz sztuczna inteligencja moze identyfikowac znaczace relacje w
surowych danych, moze by¢ uzywana do wspierania diagnozowania, leczenia i
przewidywania wynikéw w wielu sytuacjach medycznych. Sztuczna inteligencja moze by¢
stosowana w prawie kazdej dziedzinie medycyny, w tym w opracowywaniu lekéw,
monitorowaniu pacjentéw i spersonalizowanych planach leczenia pacjentow.

Sztuczna inteligencja wzorowana jest na sieciach neuronowych mézgu. Wykorzystuje wiele
warstw nieliniowych jednostek przetwarzajgcych, aby ,nauczyc sie”, jak rozumie¢ dane -
klasyfikujgc zapis lub przewidujgc. Al moze syntetyzowac¢ dane z elektroniczne;j
dokumentacji medycznej (EHR) i dane nieustrukturyzowane, aby przewidywac stan
zdrowia pacjenta. Na przyktad oprogramowanie Al moze szybko odczytac obraz siatkdwki
lub przypadki flag do sledzenia, gdy wielokrotne reczne przeglady bytyby zbyt ucigzliwe.
Lekarze korzystajg z wiekszej ilosci czasu i zwieztych danych, aby podejmowac lepsze
decyzje dotyczgce pacjentdw.

Al mozna stosowac na rézne sposoby w medycynie. Oto cztery przyktady:

* Adnotator dla danych klinicznych. Okoto 80 procent danych opieki zdrowotnej jest
nieustrukturyzowanych, a Al moze czytac i rozumiec¢ nieustrukturyzowane dane. Zdolnos¢
Al do przetwarzania jezyka naturalnego pozwala mu czytac tekst kliniczny z dowolnego
zrédta oraz identyfikowad, kategoryzowac i kodowa¢ medyczne i spoteczne koncepcje.

* Wglad w dane pacjenta. Sztuczna inteligencja moze identyfikowac problemy zawarte w
historycznej dokumentacji medycznej pacjentéw - zaréwno w ustrukturyzowanym, jak i
nieustrukturyzowanym tekscie. Podsumowuje historie ich opieki wokot tych probleméw i
moze dostarczy¢ poznawcze podsumowanie dokumentacji pacjenta.

* Podobienstwo pacjenta. Al moze zidentyfikowac¢ miare klinicznego podobienstwa miedzy
pacjentami. Umozliwia to badaczom tworzenie dynamicznych kohort pacjentéw, zamiast
statycznych kohort pacjentéw. Umozliwia takze zrozumienie, ktéra sciezka opieki dziata
lepiej dla danej grupy pacjentéw.

» Spostrzezenia medyczne. Dzieki technologiom sztucznej inteligencji badacze moga



Big Data: przysztos¢ Poniewaz coraz wiecej oséb z cukrzycg tgczy sie
za pomocg aplikacji i automatycznych czujnikdw glukozy, ktére stale
mierzg srédmigzszowe stezenie glukozy, ilos¢ danych dotyczacych
kontroli glikemii znacznie sie powiekszy.

Klinicysta bedzie mogt nie tylko oceni¢ dtugoterminowg kontrole za
pomocg HbAlc, ale takze poziom glukozy z minuty na minute. Dane
bedg dostepne tatwo i w tatwo przyswajalnym formacie.

Pigutki z chipami w Srodku bedg mogty sygnalizowad, ze dana osoba
zazyta leki [45]. Lepsza kategoryzacja os6b zagrozonych cukrzycg typu
2 prowadzitaby do lepszych i bardziej ukierunkowanych srodkow
zapobiegawczych [40].

Sztuczna inteligencja bedzie zasilac¢ aplikacje zapewniajgce
zindywidualizowane wskazoéwki dla osob z cukrzycg, np. dostosowanie
ich schematu leczenia i zalecen dietetycznych. Samo monitorowanie
poziomu glukozy we krwi nie poprawia sie i moze mie¢ negatywne
skutki [23]. Dane zebrane z aplikacji usprawnig algorytmy
wykorzystywane do prognozowania i obliczania dawki. Urzgdzenia do
iniekcji z wtgczong funkcja Bluetooth mogg automatycznie dozowad
odpowiednig ilos¢ insuliny.

Pompy insulinowe i zautomatyzowane systemy dostarczania insuliny
mogq byc¢ kontrolowane przez oprogramowanie z udziatem personelu
medycznego lub bez niego. Podtgczone monitory glukozy mogg



Systemy do automatycznej analizy obrazéw siatkéwki przejma rutynowe
zadanie monitorowania retinopatii. Rosngce wykorzystanie rzeczywistych
danych zapewni, ze dowody bedg miaty zastosowanie do danej grupy.
Czynniki charakterystyczne dla konkretnej grupy etnicznej, miejscowosci
lub instytucji zostang szybko wykryte. Umozliwi to zastosowanie korzysci z
badan w catej populacji pacjentéw, a szczegdlnie przyniesie korzysci
mniejszosciom etnicznym, ktérych istotne cechy genetyczne lub inne
czynniki moga réznic sie od populacji ogdlne;j.

Whnioski Cukrzyca jest atrakcyjnym celem badan Big Data z wielu
powoddéw, miedzy innymi dlatego, ze ma znaczacy wptyw na zdrowie
populacji, ktéra prawdopodobnie znacznie wzrosnie w ciggu kilku
nastepnych dziesiecioleci. Jest to ztozone zaburzenie poligeniczne, ktére
sktada sie z wielu réznych podtypow. Moze wystapic szereg powaznych
powiktan, ktére mozna ztagodzi¢ poprzez intensywne kontrolowanie
poziomu glukozy we krwi i innych czynnikdw ryzyka. Ogdolny wptyw
ekonomiczny cukrzycy typu 2 jest ogromny, po uwzglednieniu kosztéw
leczenia cukrzycy, leczenia powiktan i posrednich kosztéw ekonomicznych,
takich jak utrata wydajnosci. Oznacza to, ze istnieje duzy potencjat
zaréwno w odkrywaniu nowych lekdw, jak i duze oszczednosci kosztow.
Badanie stanu przedcukrzycowego daje nadzieje na zmniejszenie
zachorowalnosci na cukrzyce poprzez srodki zdrowia publicznego lub
bardziej ukierunkowane dziatania interwencyjne. Duza liczba danych
medycznych moze by¢ (i powinna by¢) generowana przez osoby chore na
cukrzyce. Nalezy to wykorzysta¢ w maksymalnym stopniu, aby uzyskac
nowe snostrzezenia 7Za maksvmalizacie korzvéci odnowiada snotecznodéd



Other reasons why Al in medicine is important include:

Keeping abreast of mountains of data.

Medical data is expected to double every 73 days by 2020. Al can
make sense of the overwhelming amount of clinical data, genomic
data and social determinants of health data to find the best path for
each patient.

Providing contextual relevance. Al can empower physicians to
see expansively by quickly interpreting billions of data points - both
text and image data - to identify contextually relevant information.
Improving clinical reliability. Al helps physicians

reliably recognize medical solutions by aggregating and displaying
information that may otherwise be easily overlooked. In 2016, IBM
Watson Al technology was able to cross-reference 20 million
oncology records quickly and correctly diagnose a rare leukemia
condition in a patient.

Helping physicians communicate objectively. Al can assist

by analyzing structured and unstructured patient data and
presenting insights for physicians’ consideration.

Reducing errors related to human fatigue. Human error is
costly and human fatigue can cause errors. Artificial intelligence
tools don’t suffer fatigue, distractions, or moods. They can process
vast amounts of data at incredible speed and out-perform humans in
terms of accuracy.

Nacvra~cimma manriE=lidyw m~daece Al ~mnrn haln radii~a AasFh raFac KWy



https://www.ibm.com/press/us/en/pressrelease/46580.wss#release
https://www.advisory.com/daily-briefing/2016/09/08/documentation-time

Future direction of Artificial Intelligence in medicine

Artificial Intelligence can analyze large amounts of data and turn
that information into functional tools that can assist both doctors
and patients. The increased integration of Al into everyday medical
applications might improve the efficiency of treatments and lower
costs in various ways.

Health IT Analytics lists several potential directions for Al for
medicine in the near future:

Integrate mind and machine. Brain-computer interfaces (BCls)
backed by Al could restore or augment motor functions in some
patients.

Create new radiology tools. Al-enhanced radiology tools could
provide enough accuracy to replace tissue samples.

Provide care access to the underserved. Al could take over
diagnostic functions in areas where there are too few clinicians.
Make EHRs more effective. Al can help automating the filling
out of electronic health records (EHR) and making functions
more intuitive. EHRs could also be turned into a reliable risk
predictor, identifying hidden connections between data sets.
Decrease the risks of antibiotic resistance. EHR data could be
used to spot infection patterns and warn patients at risk - even
before they experience symptoms.

Offer more accurate analytics for pathology images. Because


https://healthitanalytics.com/news/top-12-ways-artificial-intelligence-will-impact-healthcare

You're in bad shape, very bad shape. And when you arrive at the office, you
are faced with a choice: You can be treated by a senior physician who
speaks soothingly, is the senior expert in his field and seems to have years
of experience. "lI've been working as a doctor for 35 years," he says. "We'll
find out what's wrong with you."

Do you trust him?

Or would you go with the resident, who has been licensed for three months
and has virtually no experience on the job? The young doctor holds a tablet
computer under his arm. "It provides me with access to 600 years of
experience from chief physicians,” he says. "Don't worry, we'll find out
what's wrong with you."
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Personalized risk prediction for type 2 diabetes:
the potential of genetic risk scores

Kristi Lall, MSc'?, Reedik Magi, PhD', Andrew Morris, PhD'?#4, Andres Metspalu, MD, PhD'?
and Krista Fischer, PhD'

Purpose: Using effect estimates from genome-wide association stud-
ies (GWAS), we identified a genetic risk score (GRS) that has the
strongest association with type 2 diabetes (T2D) status in a popula-
tion-based cohort and investigated its potential for prospective T2D
risk assessment.

Methods: By varying the number of single-nucleotide polymor-
phisms (SNPs) and their respective weights, alternative versions of
GRS can be computed. They were tested in 1,181 T2D cases and 9,092
controls of the Estonian Biobank cohort. The best-fitting GRS was
chosen for the subsequent analysis of incident T2D (386 cases).

Results: The best fit was provided by a novel doubly weighted GRS
that captures the effect of 1,000 SNPs. The hazard for incident T2D

was 3.45 times (95% CI: 2.31-5.17) higher in the highest GRS quin-
tile compared with the lowest quintile, after adjusting for body mass
index and other known predictors. Adding GRS to the prediction
model for 5-year T2D risk resulted in continuous net reclassification
improvement of 0.324 (95% CI: 0.211-0.444). In addition, a signifi-
cant effect of the GRS on all-cause and cardiovascular mortality was
observed.

Conclusion: The proposed GRS would improve the accuracy of T2D
risk prediction when added to the currently used set of predictors,

Genet Med advance online publication 11 August 2016

Key Words: genetic risk score; genetic risk; precision medicine; risk
prediction; type 2 diabetes

Genetic risk scores that are derived from SNPs, including those with nominal associations with T2D
susceptibility that map outside of loci attaining genome-wide significance, do show promise for
disease prediction, after accounting for body-mass index, age and sex.
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